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The brittlenessindex is one of the most important parameters in geomechanical 

analysis and modeling. Many methods have been proposed to estimate the 

brittleness index. One of the recently used methods is the  intelligent method. In 

this paper, firstly the aim is to introduce a new algorithm using deep learning 

algorithms to predict the brittleness index in one of the wells of the hydrocarbon 

field in southwest Iran. In this article, first, the effective features for the input of 

the algorithms were determined using Pearson's correlation coefficient, and then 

using (recurrent neural network + multi-layer perceptron neural network) (LSTM 

+ MLP) and (convolutional neural network + recurrent neural network) (CNN+ 

LSTM) brittleness index was estimated and the mean error value (MSE) and 

coefficient of determination (R2) were calculated for the training and test data. 

For both training and test data, both algorithms have a coefficient of 

determination close to 1 and a very low error. Also, in order to ensure the results 

of the algorithms, a part of the data was set aside as blind data, and the error and 

coefficient of determination were calculated for this data, and the error was 

MSECNN+LSTM = 26.0425, MSELSTM+MLP = 32.0751 and the coefficient of 

determination was RCNN+LSTM
2 = 0.8064, RLSTM+MLP

2 = 0.7615. The results show 

the effectiveness of the introduced deep learning algorithms as a new method in 

predicting the brittleness index, and comparing the two algorithms presented, the 

CNN+LSTM algorithm has higher accuracy and less error. 

Introduction 

Brittleness is one of the most obvious properties 

of rock mechanics, that has a major impact on 

the process of rock failure and the general 

response of the rock to drilling and construction 

activities. In general, rocks with more brittle 

characteristics show lower plastic deformation 

values at the time of failure compared to softer 

rocks (Morley, 1954). In other words, in rock 

mechanics, brittleness refers to a type of fracture 

in which there is little or no permanent 

deformation, as opposedto soft failure, in which 

significant plastic deformation occurs prior to 

failure (Ramsay, 1976). There are many 

definitions of the brittleness index, including 

(Morley, 1954; Havel, 1970; Hetenyi, 1966; 

Ramsay, 1976; Obert and Duvall, 1967; Hucka 

and Das, 1974; Altindag, 2003) pointed out. 

In general, brittleness is expressed as a function 

of rock strength (Altindag, 2010). However,so 

far there is no direct and standard method for 

measuring brittleness, but indirectly it can be 

used to determine the concept of brittleness by 

using some relationships about stone, such as 

different ratios of compressive and tensile 

strength of rock (Göktan, 1991; Lawn and 
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Marshall, 1979). The brittleness index is 

determined by three methods: 1- by elastic 

moduli. 2- from laboratory samples. 3- from the 

volume of minerals. Dynamic brittleness index 

is obtained from dynamic Young's modulus and 

dynamic Poisson's ratio. Equations 1, 2 and 3 

respectively show dynamic Young's modulus 

(E_dyn), dynamic Poisson's ratio (υ_dyn) and 

dynamic brittleness index (BI_dyn) respectively  

(Valim and Antia, 2021). 

𝐸𝑑𝑦𝑛 = 𝜌𝑉𝑠
2 3𝑉𝑝

2−4𝑉𝑠
2

𝑉𝑝
2−𝑉𝑠

2                              (1) 

𝜐𝑑𝑦𝑛 =
𝑉𝑝

2−2𝑉𝑠
2

2(𝑉𝑝
2−𝑉𝑠

2)
                              (2) 

𝐵𝐼𝑑𝑦𝑛 = 𝐸𝑑𝑦𝑛 +
𝜐𝑑𝑦𝑛

2
                             (3) 

Due to the fact that the brittleness index is one of 

the important geomechanical parameters that 

have important applications in hydraulic 

fracturing and well stability and etc., so its 

accurate determination becomes very important. 

In this article, two deep learning algorithms 

including CNN+LSTM and CNN+MLP are used 

to predict the dynamic brittleness index. The 

purpose of this study is to present an algorithm 

for predicting the dynamic brittleness index and 

compare these results with each other, which 

results show the application of deep learning to 

predict the brittleness index. 

Materials and Methods 

In this article, the data of RHOB, CHAL, NEUT, 

LL7, PEF, Vp, Vs, MLL, GR logs were available 

to determine the brittleness index using deep 

learning algorithms.  

In order to select the effective features and 

suitable inputs to the algorithms, the correlation 

coefficient of the features with the brittleness 

index should be checked. . One of the methods 

to selectthe feature is to calculate the Pearson's 

correlation coefficient. According to Pearson's 

correlation, Vp, RHOB, NEUT logs were 

selected as the input of the algorithms, and 

adding other logs increases the error and 

decreases the accuracy. Figure 1 shows the 

selection of features using the Pearson 

correlation matrix.

 

 
Fig. 1. selection features using Pearson correlation matrix. 

 

In the following, the total data was 8591 data and 

from the beginning 1634 data were left as blind 

data to ensure the results of the algorithm and the 

other data were divided into two parts, training 

and testing, and 80% of the data (5565 data) were 

used for training. And 20% of the data (1392 

data) were used for testing. In the next step, data 

normalization was performedto achieve higher 

accuracy. For normalization, the Min-Max 

Normalization function is used, which adjusts 

the available data between zero and one. The 

Adam optimizer function is then used for 
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optimization.. To evaluate the model and 

compare the results of deep learning algorithms, 

RMSE error, MSE error, and R2 have been used, 

and their relationships are according to equations 

4, 5, and 6. 

MSE =
1

n
∑ (Zmesured − Zpredict)2n

i=1                 (6)  

RMSE = √MSE                                   (7) 

R2 = 1 −
∑ (Zmesured−Zpredict)

2n
i=1

∑ (Zmesured−Zaverage)
2n

i=1

= 1 −
MSE

σ2       (8) 

Results and Discussion 

In this article, the results of two deep learning 

algorithms including LSTM+MLP and 

CNN+LSTM were examined and RMSE error, 

MSE error and R2 were calculated for training, 

test and blind data. Tables 1, display BI_dyn 

prediction errors and accuracies based on the 

training (80%) subsets and Tables 2, display the 

BI_dyn prediction errors and accuracies based 

on the test (20%) subset, respectively. Figure 2, 

shows the comparison of BI_dyn predicted and 

BI_dyn measured for training and test data.

 
Table 1. BIdyn Prediction errors and accuracy for train data records using deep learning algorithm. 

Deep 

Learning models 

MSE RMSE R2 

LSTM+MLP 0.0048 0.0693 0.9999 

CNN+LSTM 0.0191 0.1384 0.9998 

  
Table 2. BIdyn Prediction errors and accuracy for test data records using deep learning algorithm. 

Deep Learning models MSE RMSE R2 

LSTM+MLP 0.2201 0.4692 0.9971 

CNN+LSTM 0.1802 0.4253 0.9976 

 

Fig. 2. Display of BI_dyn predict using deep learning algorithms for train and test data. (a), BI_dyn prediction 

using LSTM+MLP algorithm. (b), BI_dyn prediction using CNN+LSTM.  Black log (BI_dyn measured for 

training (original data)), red log (BI_dyn predicted for training data), blue log (BI_dyn measured for test data 

(original data)), green log (BI_dyn predicted for test data). 
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Tables 3, display the 𝐵𝐼𝑑𝑦𝑛 prediction errors and 

accuracies based on the blind subsets, 

respectively. 

Figure 3, shows the comparison of BI_dyn 

predicted and BI_dyn measured for blind data. 

 

Table 3. BI_dyn prediction errors and accuracy for blind data records using deep learning algorithm. 
Deep 

Learning models 

MSE RMSE R2 

LSTM+MLP 32.0751 5.6635 0.7615 

CNN+LSTM 26.0425 5.1031 0.8064 

 

Fig. 3. Display of B_dyn predict using deep learning algorithms for blind data. 

 
Conclusions 

Considering the importance of the brittleness 

index in determining hydraulic fractures and 

geomechanical models, it is necessary to use a 

cheap and accurate method to predict the 

brittleness index. For this purpose, in this study, 

deep learning and LSTM+MLP and 

CNN+LSTM algorithms were used to estimate 

the brittleness index. In order to apply the 

algorithm on the data, it is necessary to first 

determine the effective and influential features 

on the brittleness index. Vp, RHOB, NEUT were 

determined as the input to the algorithms. Then, 

the presented  models were applied and RMSE, 

MSE and R2 were calculated to evaluate the 

results of the models. The comparison of the 

results obtained from these two algorithms 

shows that both algorithms have obtained good 

results for training and test data, and for blind 

data, the CNN+LSTM algorithm has the 

LSTM+MLP algorithm has a better performance 

for predicting the brittleness index, because a 

lower error and a higher coefficient of 

determination have been obtained than the 

LSTM+MLP algorithm. Therefore, it can be said 

that deep learning algorithms can be used as an 

efficient, simple and cost-effectivemethod to 

estimate the brittleness index using conventional 

logs.
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  ها:واژهکلید

 هایداده ،یشاخص شکنندگ

 ق،یعم یریادگی ،یکیزیپتروف

 .مدل یبایارز

های زیادی روشژئومکانیکی است.  هایسازیمدلو  بررسیدر مهم یکی از پارامترهای شاخص شکنندگی 
گیرد زیاد مورد استفاده قرار می امروزههایی که یکی از روش برای تخمین شاخص شکنندگی ارائه شده است.

یادگیری عمیق  هایالگوریتماستفاده از  باهدف ارائه الگوریتمی جدید در این مطالعه  های هوشمند است.روش
در . باشدمیایران  غرب جنوبدر هیدروکربنی  میدانهای در یکی از چاه بینی شاخص شکنندگیجهت پیش

مشخص گردید ضریب همبستگی پیرسون با استفاده از ها الگوریتم برای ورودی مؤثر پارامترهای این مقاله ابتدا
 شبکه( و )LSTM+MLPبکه عصبی بازگشتی + شبکه عصبی پرسپترون چندلایه( ))شو در ادامه با استفاده از 

 زده شد و مقدار خطا نیتخم شاخص شکنندگی (CNN+ LSTMعصبی تبدیلی + شبکه عصبی بازگشتی( )
(MSE) نییتع بیو ضر (2R )های آموزش و تست برای دادهکه  دیمحاسبه گرد های آموزش و تستداده یبرا

 نانیاطم جهت نیهمچن .آمده استو خطای بسیار کم به دست  1دارای ضریب تعیین نزدیک به  هر دو الگوریتم
ها داده این یبرا نییتع بیکنار گذاشته شد و خطا و ضر کوراز داده به عنوان داده  یبخش هاتمیالگور جیاز نتا

MSECNN+LSTMخطا  که دیگرد محاسبه نیز = 26.0425, MSELSTM+MLP = و ضریب  32.0751

RCNN+LSTM  تعیین
2 = 0.8064, RLSTM+MLP

2 = کارآیی به دست آمده است. نتایج بیانگر  0.7615
که در  باشدمیشاخص شکنندگی بینی در پیش معرفی شده به عنوان روشی جدید یادگیری عمیق هایالگوریتم

 باشد.و خطای کمتری میدارای دقت بالاتر  CNN+LSTMمقایسه دو الگوریتم ارائه شده، الگوریتم 

  مقدمه

سنگ است  کیمکان اتیخصوص نیاز بارزتر یکی یشکنندگ

 یشکست سنگ و پاسخ عموم ندیدر فرآ یفراوان تأثیرکه 

نه  یدارد. شکنندگ یو عمران یحفار یهاتیسنگ به فعال

از  بیترک کیبلکه به عنوان  ت،یخصوص کیتنها به عنوان 

در کنترل  یادیز تأثیر که شودیسنگ مطرح م یهایژگیو

به  یسنگ، شکنندگ کیسنگ دارد. در مکان ستشک ندیفرآ

شکل  رییآن تغ یکه در ط شودیاطلاق م یاز شکستگ ینوع

کم باشد، به رغم  اریآن بس زانیم ایباشد  تهوجود نداش یدائم

 راتییکه در آن قبل از شکست، تغ (Ductile) شکست نرم

 (.Ramsay, 1967) هددیرخ م یقابل توجه کیشکل پلاست

سنگ که به صورت عمده مورد  یشکنندگ فیتعار گریاز د

 نیبه از ب توانیقرار گرفته است، م یادیتوجه محققان ز

 میحد تسل زانیمبالاتر از  یهارفتن انسجام سنگ در تنش

 تعاریف زیادی برای شاخص شکنندگیسنگ اشاره کرد. 

(Brittleness index) توان جمله می ارائه شده است که از

(. هتنی Havel, 1970(، هاول )Morley, 1954به مورلی )

(Hetenyi, 1966( رمزی ،)Ramsay, 1967 اوبرت و ،)
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 Hucka(، هوکا و داس )Obert and Duvall, 1967دوال )

and Das, 1974( آلتینداگ ،)Altindag, 2003 اشاره )

روی  توجهی برقابل تأثیرطور کلی خاصیت شکنندگی کرد. به

ها دارد و در مواردی مانند شکست فرایند شکست سنگ

هیدرولیکی و فرآیندهای حفاری اهمیت بسزایی دارد. 

شاخص شکنندگی و مقاومت فشاری سنگ از پارامترهای 

ها باشند. سنگهای حفاری میدر عملکرد دستگاه مؤثر

ای از خود بروز در اثر فشار و کشش رفتار شکننده عمدتاً

ه همین دلیل تعیین شکنندگی سنگ  جهت دهند بمی

های مکانیکی سنگ اهمیت بسزایی دارد استفاده در پروژه

(Yagiz, 2009به .) صورت کلی شکنندگی را تابعی از

حال (. با اینAltindag, 2010کنند )مقاومت سنگ بیان می

و با تحقیقات و مطالعاتی که در رابطه با شاخص شکنندگی 

-روش مستقیم و استانداردی برای اندازهانجام شده، تاکنون 

-طور غیرمستقیم میگیری شکنندگی موجود نیست ولی به

توان با استفاده از بعضی روابط در خصوص سنگ مانند 

های مختلف مقاومت فشاری و کششی سنگ برای نسبت

 ;Göktan, 1991تعیین مفهوم شکنندگی استفاده کرد )

Lawn and Marshall, 1979.) 

از  -1شود: نندگی از طریق سه روش تعیین میشاخص شک

با  -2. (Elastic modulus) های الاستیکطریق مدول

با استفاده از حجم  -3های آزمایشگاهی. استفاده از نمونه

. شاخص شکنندگی دینامیک از مدول (Minerals) هاکانی

آید. دست مییانگ دینامیک و نسبت پواسون دینامیکی به

(، 𝐸𝑑𝑦𝑛به ترتیب مدول یانگ دینامیک ) 3و  2، 1های رابطه

( و شاخص شکنندگی 𝜐𝑑𝑦𝑛نسبت پواسون دینامیک )

 ,Valim and Antiaدهد )( را نشان می𝐵𝐼𝑑𝑦𝑛دینامیک )

2021.) 

𝐸𝑑𝑦𝑛 = 𝜌𝑉𝑠
2 3𝑉𝑝

2−4𝑉𝑠
2

𝑉𝑝
2−𝑉𝑠

2                              (1) 

𝜐𝑑𝑦𝑛 =
𝑉𝑝

2−2𝑉𝑠
2

2(𝑉𝑝
2−𝑉𝑠

2)
                                  (2) 

𝐵𝐼𝑑𝑦𝑛 = 𝐸𝑑𝑦𝑛 +
𝜐𝑑𝑦𝑛

2
                             (3) 

توان از مقاومت ( را می𝐵𝐼𝑠𝑡شاخص شکنندگی استاتیک )

دست ( به𝜎𝑡قاومت کششی )( و م𝜎𝑐فشاری تک محوره )

، یکی از روابطی است 4آمده در آزمایشگاه تعیین کرد. رابطه 

که جهت تعیین شاخص شکنندگی استاتیک مطرح شده 

 (Altindag, 2010است: )

𝐵𝐼𝑠𝑡 = √
𝜎𝑐×𝜎𝑡

2
                                   (4) 

گی با استفاده همچنین روابطی جهت تعیین شاخص شکنند

مربوط  هاآنها ارائه شده است که هر کدام از از حجم کانی

، شاخص شکنندگی بر 5باشد. رابطه به یک میدان خاص می

 Sand) ( را بر حسب حجم کوارتز𝐵𝐼𝑙𝑖𝑡حسب کانی )

volume, Vsand)حجم رس ، (Clay volume, 𝑉𝑐𝑙 )  و

بیان کرده است  (Kerogen volume, 𝑉𝑘𝑒𝑟) حجم کروژن

(Valim and Antia, 2021.) 

𝐵𝐼𝑙𝑖𝑡 =
𝑉𝑠𝑎𝑛𝑑

𝑉𝑠𝑎𝑛𝑑+𝑉𝑐𝑙+𝑉𝑘𝑒𝑟
                                (5) 

ای در تخمین های هوشمند کاربرد ویژهامروزه روش

پارامترهای پتروفیزیکی، ژئوفیزیکی و ژئومکانیکی پیدا کرده 

 جدید اشاره شده است پژوهشکه به چند است 

(Afolagboye et al., 2023, Xu et al., 2023, 

Ibrahim et al., 2023, Kochukrishnan et al., 2024, 

Daniel et al., 2024, Zhao et al., 2024, Niu et al., 

2024, Kalabarige et al., 2024, Ezazi et al., 2024, 

Mousavi et al., 2024 )هایی که جهت ر ادامه پژوهش. د

بینی شاخص شکنندگی انجام شده است اشاره شده پیش

( یک Rickman et al., 2008است. ریکمن و همکاران )

را بر اساس پارامترهای الاستیک معادله شکنندگی متوسط 

 ,Perezنسبت پواسون و مدول یانگ پیشنهاد کردند. پرز )

ها ه از حجم کانی( برآورد شدBI( شاخص شکنندگی )2013

و شاخص شکنندگی برآورد شده از پارامترهای الاستیک را 

 BI( دریافت که Dasilva, 2013مقایسه کرد. دا سیلوا )



 

 

 
        

  

3، شماره 18زمین شناسی مهندسی، دوره  347  

همبستگی μρ (Mu-rho ) ها بامحاسبه شده از حجم کانی

همبستگی منفی دارد. λρ  (Lambda-rho ) مثبت و با

( نشان Karakul and Ulusay, 2013کاراکول و اولوسای )

های مقاومتی و تغییر دادند که افزایش درجه اشباع، ویژگی

یابند. در حالی که سرعت ها کاهش میپذیری سنگشکل

دهد. جین و همکاران موج فشاری روند متغیری را نشان می

(Jin et al., 2014 تخمین شکنندگی را از ملاحظات )

ران کند. ژانگ و همکاژئومکانیکی و پتروفیزیک بررسی می

(Zhang et al., 2016 شاخص شکنندگی را با استفاده از )

بینی کرد. ای پیشهای لرزهپتروفیزیک و تجزیه و تحلیل داده

( شاخص شکنندگی را با Shi et al., 2016شی و همکاران )

استفاده از یادگیری ماشینی شبکه عصبی مصنوعی تخمین 

( Ghobadi and Naseri, 2016زدند. قبادی و ناصری )

شاخص شکنندگی را با استفاده از شبکه عصبی مصنوعی و 

بینی کردند. محمدی و های رگرسیون چندگانه پیشمدل

( در Mohammadi and Tavassoli, 2015توسلی )

های ای با عنوان تخمین شاخص شکنندگی سنگمطالعه

آهکی سازند قم با استفاده از خصوصیات فیزیکی نشان دادند 

های زیکی با پارامترهای شکنندگی سنگهای فیکه ویژگی

منطقه مورد مطالعه رابطه منطقی و قابل قبولی دارند. کایوندا 

( با استفاده از Kaunda and Asbury, 2016و آسیوری )

های سخت برای تونل زدن در سنگ غیر مخربهای روش

بینی کردند. در این مقاله با استفاده شکنندگی سنگ را پیش

راکمی و برشی و با استفاده از شبکه عصبی از سرعت موج ت

مصنوعی، شاخص شکنندگی تخمین زده شد.  لشکری پور و 

( در پژوهشی تحت Lashkaripour et al., 2018همکاران )

عنوان بررسی ضریب شکست و همبستگی تجربی بین 

پارامترهای فیزیکی و مکانیکی سنگ آهک آسماری انجام 

های ربی برای تخمین شاخصدادند. در این مقاله روابط تج

آهک آسماری برقرار شده است. کراری و شکنندگی سنگ 

( روابط آماری بین Karrari et al., 2019همکاران )

ارائه  (Toughness) های شکنندگی با مدل چقرمگیشاخص

( با استفاده از Ore and Gao, 2021کردند. اور و جائو )

یبان، شاخص شبکه عصبی مصنوعی و رگرسیون بردار پشت

 Zhang etبینی کرد. ژانگ و همکاران )شکنندگی را پیش

al., 2022 با استفاده از انرژی کرنش الاستیک شاخص )

 و یقباد قیتحق دربینی کردند. شکنندگی سنگ را پیش

 یشکنندگ نیب رابطه( Ghobadi et al., 2023) همکاران

 تخلخل به اینقطه شاخص نسبت از استفاده با سنگ

(PMP )است شده یبررس قم سازند یهاسنگ ماسه در .

 شاخص یبرا موجود برآورد یهاروش ،همچنین در این مقاله

 .گرفته است قرارمورد مقایسه و ارزیابی  سنگ یشکنندگ

 یحفار روش ک( یWang et al., 2023وانگ و همکاران )

 شنهادیپ سنگ یکیمکان یناهمسانگرد یابیارز یبرا تالیجید

 از یتماس تنش و برش راندمان ،یبحران صطکاکا. است دهدا

 .شد نییتع یحفار ندیفرآ کردن مشخص برای یحفار مدل

-در ادامه نویسندگان شاخص شکنندگی را برحسب منحنی

کرنش و تغییرات و افت این پارامترها و مدل  –های تنش 

حفاری دیجیتال با در نظر گرفتن اثر اصطکاک و سیال 

 از( Zhang et al., 2024) کارانهم و ژانگتخمین زدند. 

 شاخص میمستق سازینوارو یبرا بازتاب بیضر معادله

 روش نکهیا به توجه با مقاله نیا. کردند استفاده یشکنندگ

 روش و یعال وضوح یدارا( FDI) فرکانس حوزه سازیوارون

 یخوب زینو تیمصون از( TDI) یزمان حوزه سازیوارون

-زمان مختلط دامنه سازیوارون روش کی است، برخوردار

 همکاران و یاصمع .کندیم یمعرف را( TFDI) فرکانس

(Asemi et al., 2024 )فیتوص یبرا را یدیجد شاخص 

 ترک شروع تنش آستانه از استفاده با سنگ یشکنندگ

 تک یفشار مقاومت یهاآزمونهمچنین . کردند یمعرف

 ز،یردانه تیدولوم سنگ یهانمونه یرو بر( UCS) یمحور

 شاخص نیا عملکرد یابیارز منظور به دانه درشت و متوسط

  .شد انجام یشکنندگ فیتوص در
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با توجه به این که شاخص شکنندگی یکی از پارامتری مهم 

باشد که تخمین مناسب و دقیق آن دید ژئومکانیکی می

های بعدی مانند بررسی شکاف گیریمناسبی برای تصمیم

لذا تعیین دقیق آن اهمیت بسزایی دهد، هیدرولیکی به ما می

تر های متفاوتی برای تخمین دقیقکند. امروزه روشپیدا می

-شاخص شکنندگی به کار گرفته شده است که یکی از روش

ای در تخمین پارامترهای هایی که امروزه جایگاه ویژه

های هوشمند است. با ژئومکانیکی پیدا کرده است روش

ام شده، ارائه روشی که بتواند های قبلی انجبررسی پژوهش

تخمین مناسب و دقیقی از شاخص شکنندگی ارائه دهد 

شود. هدف از این مطالعه ارائه الگوریتمی جهت احساس می

باشد. در این مقاله سعی بینی شاخص شکنندگی میپیش

های یادگیری شده است با استفاده از تلفیقی از الگوریتم

ندگی برداشته شود. عمیق گامی جهت تخمین شاخص شکن

جهت انتخاب ورودی  مؤثرهای در این پژوهش ابتدا ویژگی

ها با استفاده از ضریب همبستگی پیرسون تعیین و الگوریتم

 ل یادگیری عمیق شام الگوریتم در ادامه از دو

LSTM+MLP و CNN+MLPشاخص بینی جهت پیش

شکنندگی دینامیک در یکی از میادین هیدروکربنی در 

است، که نتایج بیان کننده کاربرد  ب ایران استفادهجنوب غر

 .باشدمی شاخص شکنندگیبینی یادگیری عمیق برای پیش

 منطقه شناسیزمین

 عراق شمال و رانیا غرب جنوب محدوده در زاگرس، حوضه

. باشدیم یاریبس یدروکربنیه نیادیم یدارا که دارد قرار

 صفحه نیب مدت یطولان و ممتد ییهمگرا از حوضه نیا

 یانوسیاق حوضه شدن بسته یط در ایاوراس و عربستان

از میدان مورد مطالعه . است آمده وجود به سینئوتت

نفت ایران  ملیاست که توسط شرکت  های نفتی ایرانمیدان

 3۹از نظر جغرافیایی طول این میدان در حدود و  کشف شد

های تحت از میدانو  باشدکیلومتر می 5کیلومتر و عرض آن 

است، که  خیز جنوبشرکت ملی مناطق نفتمدیریت 

برداری نفت و گاز شرکت بهرهعملیات تولید از آن توسط 

این میدان از نظر جغرافیایی در فاصله . گیردانجام می کارون

 استان خوزستاندر  اهوازکیلومتری از جنوب شرقی شهر  50

. آسماری و بنگستان است مخزن نفتیواقع شده و شامل دو 

 3کیلومتر طول و  30ن دارای ابعاد مخزن آسماری این میدا

. از نظر (Motiei, 2009) باشدکیلومتر عرض می

بندی شده است لایه تقسیم 8سازند مذکور به  شناسیزمین

و  2، 1های با توجه به سطح تماس آب و نفت، فقط لایه که

از دو مخزن بنگستان اند. در ناحیه نفتی مخزن قرار گرفته 3

لایه  3سازند ایلام از . تشکیل شده است سروکو  سازند ایلام

باشد. سازند سروک تولیدی آن می 3تشکیل شده که لایه 

 در تولید مشارکتی 5بوده و لایه  6و  4لایه تولیدی  2دارای 

این  یآسمار مخزن در چاه حلقه 353 تعداد تاکنون. ندارد

در این مخزن دارد و  فعال چاه حلقه 200 و یحفار دان،یم

حلقه چاه حفاری شده  17از مخزن بنگستان آن تاکنون 

های مخزن آسماری جهت در این مقاله از یکی از چاه .است

های دادهتخمین شاخص شکنندگی استفاده شده است. 

داده است که در محدوده عمق  85۹1 در این چاهوجود م

های قطرسنجی متر قرار دارند و لاگ 2۹/2۹77تا  26/305

(CALI( سرعت موج فشاری ،)Vp( گامای طبیعی ،)GR ،)

(، میکرولاترولاگ NEUT(، نوترون )RHOBچگالی )

(MLLلاترولاگ ،)7 (LL7 سرعت موج برشی ،)

(Vs .موجود هستند.) ان هیدروکربنی ، موقعیت مید1شکل

های موجود در ، لاگ2شکل های مجاور و مذکور و میدان

 Gholipour and) محدوده عمقی را نشان داده است

Haghi,1990).  

https://fa.wikipedia.org/wiki/%D9%85%DB%8C%D8%AF%D8%A7%D9%86%E2%80%8C%D9%87%D8%A7%DB%8C_%D9%86%D9%81%D8%AA%DB%8C_%D8%A7%DB%8C%D8%B1%D8%A7%D9%86
https://fa.wikipedia.org/wiki/%D9%85%DB%8C%D8%AF%D8%A7%D9%86%E2%80%8C%D9%87%D8%A7%DB%8C_%D9%86%D9%81%D8%AA%DB%8C_%D8%A7%DB%8C%D8%B1%D8%A7%D9%86
https://fa.wikipedia.org/wiki/%D9%85%DB%8C%D8%AF%D8%A7%D9%86%E2%80%8C%D9%87%D8%A7%DB%8C_%D9%86%D9%81%D8%AA%DB%8C_%D8%A7%DB%8C%D8%B1%D8%A7%D9%86
https://fa.wikipedia.org/wiki/%D8%B4%D8%B1%DA%A9%D8%AA_%D9%85%D9%84%DB%8C_%D9%85%D9%86%D8%A7%D8%B7%D9%82_%D9%86%D9%81%D8%AA%E2%80%8C%D8%AE%DB%8C%D8%B2_%D8%AC%D9%86%D9%88%D8%A8
https://fa.wikipedia.org/wiki/%D8%B4%D8%B1%DA%A9%D8%AA_%D8%A8%D9%87%D8%B1%D9%87%E2%80%8C%D8%A8%D8%B1%D8%AF%D8%A7%D8%B1%DB%8C_%D9%86%D9%81%D8%AA_%D9%88_%DA%AF%D8%A7%D8%B2_%DA%A9%D8%A7%D8%B1%D9%88%D9%86
https://fa.wikipedia.org/wiki/%D8%B4%D8%B1%DA%A9%D8%AA_%D8%A8%D9%87%D8%B1%D9%87%E2%80%8C%D8%A8%D8%B1%D8%AF%D8%A7%D8%B1%DB%8C_%D9%86%D9%81%D8%AA_%D9%88_%DA%AF%D8%A7%D8%B2_%DA%A9%D8%A7%D8%B1%D9%88%D9%86
https://fa.wikipedia.org/wiki/%D8%A7%D9%87%D9%88%D8%A7%D8%B2
https://fa.wikipedia.org/wiki/%D8%A7%D9%87%D9%88%D8%A7%D8%B2
https://fa.wikipedia.org/wiki/%D8%A7%D8%B3%D8%AA%D8%A7%D9%86_%D8%AE%D9%88%D8%B2%D8%B3%D8%AA%D8%A7%D9%86
https://fa.wikipedia.org/wiki/%D8%A7%D8%B3%D8%AA%D8%A7%D9%86_%D8%AE%D9%88%D8%B2%D8%B3%D8%AA%D8%A7%D9%86
https://fa.wikipedia.org/wiki/%D9%85%D8%AE%D8%B2%D9%86_%D9%86%D9%81%D8%AA%DB%8C
https://fa.wikipedia.org/wiki/%D9%85%D8%AE%D8%B2%D9%86_%D9%86%D9%81%D8%AA%DB%8C
https://fa.wikipedia.org/wiki/%D8%B2%D9%85%DB%8C%D9%86%E2%80%8C%D8%B4%D9%86%D8%A7%D8%B3%DB%8C
https://fa.wikipedia.org/wiki/%D8%B2%D9%85%DB%8C%D9%86%E2%80%8C%D8%B4%D9%86%D8%A7%D8%B3%DB%8C
https://fa.wikipedia.org/wiki/%D8%B2%D9%85%DB%8C%D9%86%E2%80%8C%D8%B4%D9%86%D8%A7%D8%B3%DB%8C
https://fa.wikipedia.org/wiki/%D8%B3%D8%A7%D8%B2%D9%86%D8%AF_%D8%A7%DB%8C%D9%84%D8%A7%D9%85
https://fa.wikipedia.org/wiki/%D8%B3%D8%A7%D8%B2%D9%86%D8%AF_%D8%B3%D8%B1%D9%88%DA%A9
https://fa.wikipedia.org/wiki/%D8%B3%D8%A7%D8%B2%D9%86%D8%AF_%D8%B3%D8%B1%D9%88%DA%A9
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 (Gholipour and Haghi,1990). موقعیت میدان هیدروکربنی موردنظر 1شکل
Fig. 1. Hydrocarbon field location (Gholipour and Haghi,1990) 

 

(، گامای طبیعی Vp(، سرعت موج فشاری )CALIهای موجود در چاه موردنظر از چپ به راست: قطرسنجی ). نمایش داده لاگ2لشک

(GR( چگالی ،)RHOB( نوترون ،)NEUT( میکرولاترولاگ ،)MLLلاترولاگ ،)7 (LL7( سرعت موج برشی ،)Vs.) 

Fig. 2. The logs in the well. From left to right: column 1: CALIPER, column 2: Vp, column 3: GR, column 4: 

RHOB, column 5: NEUT, column 6: MLL, column 7: LL7, column 8: Vs. 

 هامواد و روش

و  LSTM+MLPدر این پژوهش از دو الگوریتم 

CNN+LSTM  جهت تخمین شاخص شکنندگی دینامیک

ختصری استفاده شده است به همین جهت ابتدا به معرفی م

 های مورد استفاده پرداخته شده است. از الگوریتم

شبکه عصبی پرسپترون چندلایه: یک شبکه عصبی 

پرسپترون چندلایه از پشت هم قرار دادن چند پرسپترون 

ها را ای چند لایه از نورونحاصل خواهد شد. در چنین شبکه

، یک نمونه از یک شبکه عصبی 3خواهیم داشت. شکل 

 ورودی یلایهلایه است: لایه اول با عنوان  پرسپترون چند

(Input) سری عملیات  ها با انجام یکشود. دادهشناخته می

شوند و در میانی منتقل می هایلایهریاضی از لایه اول به 

دید  را در لایه نهایی (Output) توان خروجینهایت می

(Alavi et al., 2010) شماتیک شبکه 3. شکل ،MLP  را

 دهد.می نمایش
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 MLP (Alavi et al., 2010). شماتیک شبکه 3شکل

Fig. 3. Schematic diagram of MLP (Alavi et al., 2010) 

 ی بلندِ کوتاه مدتهای عصبی بازگشتی با حافظهشبکه

(Long short-term memory)  :LSTMدر واقع نوعی از 

 های عصبی بازگشتی هستند که تغییری در بلوکشبکه

(RNN Unit) ایجاد شده است. این تغییر باعث  هاآن

ی بتوانند مدیریت حافظه  LSTMهایشبکه شود کهمی

بلند مدت را داشته باشند و مشکل محوشدگی را نیز نداشته 

توان به سه بخش اصلی را می LSTM یک بلوک .باشند

درگاهِ  (،1، به بخشِ )4تقسیم نمود. با توجه به شکل 

(: این بخش 2شود. بخش )گفته می (Forget ate) فراموشی

گیرد که چه اطلاعاتِ جدیدی باید به وضعیت تصمیم می

( 3های بعدی اضافه شود. در بخشِ )برای استفاده (c)سلول 

ها را وجود دارد که خروجی ، درگاه خروجی4در شکل 

 ,Hochreiter and Schmidhuber)کند. مشخص می

1997) . 

 

 LSTM (Hochreiter and Schmidhuber, 1997)لاک . ساختار یک ب4شکل 

Fig. 4. The structure of an LSTM block (Hochreiter and Schmidhuber, 1997) 
 

 از سه لایه کانولوشنCNN شبکه عصبی تبدیلی: یک شبکه 

(Convolution) پولینگ ، (Pooling) و اتصال کامل 

(Fully conneced) ولوشن از تشکیل شده است. لایه کان

های دریافت محلی کانولوشن تصویر ورودی به کمک ناحیه

آید. در لایه پولینگ، کاهش سایز تصویر انجام به وجود می

شود. علت اصلی اعمال این اپراتور، کاهش حجم می

محاسبات نسبت به سایز تصویر است. بعد از مرحله پولینگ، 

مل به های دو بعدی ایجاد شده در مرحله اتصال کاویژگی

شود. این لایه همانند شبکه یک بردار تک بعدی تبدیل می

 CNNرو را برای امکان اجرای آموزش پیش MLPعصبی 

، شماتیکی از 5شکل  (.Greff et al., 2017)کند فراهم می

 دهد.مراحل یک شبکه عصبی کانولوشنی را نشان می
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 CNN (Geo et al., 2015). پردازش تصویر توسط روش 5شکل 

Fig. 5. Image processing by CNN method (Geo et al., 2015) 

بینی شاخص شکنندگی با استفاده از الگوریتم پیش

 یادگیری عمیق

 ,RHOB, CALI, NEUTهایهای لاگدر این مقاله داده

LL7, PEF, Vp, Vs, MLL, GR   برای تعیین شاخص

در های یادگیری عمیق شکنندگی با استفاده از الگوریتم

بینی شاخص شکنندگی با دسترس بودند. فلوچارت پیش

، نمایش داده 6استفاده از روش یادگیری عمیق در شکل 

 شده است.

 

 بینی شاخص شکنندگی با استفاده از یادگیری عمیق. فلوچارت پیش6شکل 

Fig. 6. Workflow schematic for BI prediction using Deep Learning algorithms 

های مناسب به و ورودی مؤثرهای انتخاب ویژگیبرای 

ها را با شاخص ها باید ضریب همبستگی ویژگیالگوریتم

های انتخاب ویژگی شکنندگی بررسی کرد. یکی از روش

محاسبه ضریب همبستگی پیرسون است. این شاخص توسط 

 آماردان انگلیسی در سال (Karl Pearsonن )کارل پیرسو

رفی شد. او از این شاخص برای بررسی ای معطی مقاله 1۹00

علمی روی علوم زیستی و حتی جمعیتی استفاده کرد و به 

سون پیر ضریب همبستگی نتایج جالب توجهی رسید. 

سنجد. را می متغیر تصادفی خطی بین دو همبستگی میزان

به معنای « 1»کند که تغییر می 1تا  -1مقدار این ضریب بین 

به معنی نبود همبستگی، و « 0»همبستگی مثبت کامل، 

به معنی همبستگی منفی کامل است. ضریب « -1»

و متغیر تصادفی برابر همبستگی پیرسون بین د

تعریف  هاآن انحراف معیار تقسیم بر هاآن کوواریانس با

 ,RHOB, CALIهایدر این مطالعه لاگ .شودمی

NEUT, LL7, PEF, Vp, MLL, GR  ها که در اکثر چاه

https://fa.wikipedia.org/wiki/%D8%B6%D8%B1%DB%8C%D8%A8_%D9%87%D9%85%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C
https://fa.wikipedia.org/wiki/%D8%B6%D8%B1%DB%8C%D8%A8_%D9%87%D9%85%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C
https://fa.wikipedia.org/wiki/%D9%87%D9%85%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C_%D9%88_%D9%88%D8%A7%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C
https://fa.wikipedia.org/wiki/%D9%87%D9%85%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C_%D9%88_%D9%88%D8%A7%D8%A8%D8%B3%D8%AA%DA%AF%DB%8C
https://fa.wikipedia.org/wiki/%D9%85%D8%AA%D8%BA%DB%8C%D8%B1_%D8%AA%D8%B5%D8%A7%D8%AF%D9%81%DB%8C
https://fa.wikipedia.org/wiki/%D9%85%D8%AA%D8%BA%DB%8C%D8%B1_%D8%AA%D8%B5%D8%A7%D8%AF%D9%81%DB%8C
https://fa.wikipedia.org/wiki/%DA%A9%D9%88%D9%88%D8%A7%D8%B1%DB%8C%D8%A7%D9%86%D8%B3
https://fa.wikipedia.org/wiki/%DA%A9%D9%88%D9%88%D8%A7%D8%B1%DB%8C%D8%A7%D9%86%D8%B3
https://fa.wikipedia.org/wiki/%D8%A7%D9%86%D8%AD%D8%B1%D8%A7%D9%81_%D9%85%D8%B9%DB%8C%D8%A7%D8%B1
https://fa.wikipedia.org/wiki/%D8%A7%D9%86%D8%AD%D8%B1%D8%A7%D9%81_%D9%85%D8%B9%DB%8C%D8%A7%D8%B1
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ورودی جهت  مؤثروجود دارند جهت انتخاب پارامترهای 

تخمین شاخص شکنندگی دینامیک مورد بررسی قرار 

های توجه به اینکه لاگ سرعت موج برشی در چاه گرفتند و با

های این لاگ به عنوان پارامتر شود از دادهکمی برداشت می

و تخمین شاخص  مؤثرورودی جهت انتخاب ویژگی 

های ، انتخاب ویژگی7شکنندگی استفاده نشده است. شکل 

دهد. از طریق ماتریس همبستگی پیرسون را نشان می مؤثر

بیشترین ضریب همیستگی  1و جدول 7با توجه به شکل 

 Vp, RHOB, NEUTهای لاگبین شاخص شکنندگی و 

ها انتخاب به عنوان ورودی الگوریتمها وجود دارد که این لاگ

های دیگر باعث افزایش خطا و شدند و اضافه کردن لاگ

 شود.کاهش دقت می

 

 ها از طریق ماتریس همبستگی پیرسون. انتخاب ویژگی 7شکل 

Fig. 7. Selection of features using the Pearson correlation matrix 

 ها. ضریب همبستگی شاخص شکنندگی با لاگ1جدول 
Table 1. Correlation coefficient of fragility index with logs 

GR LL7 CALI MLL NEUT RHOB Vp Log 

-0.24 0.45 -0.65 0.71 0.74 0.92 0.97 BIdyn 

 

داده  1634داده بودند و از ابتدا  85۹1ها امه کل دادهدر اد

به عنوان داده کور جهت اطمینان از نتایج الگوریتم کنار 

گذاشته شد و بقیه داده که به دو قسمت آموزش و تست 

 %20داده( به آموزش و  5565ها )داده %80تقسیم شدند که 

د داده( به تست تقسیم شدند. در مرحله بع 13۹2ها )داده

ها برای دستیابی به دقت بالاتر انجام شده سازی دادهنرمال

 Min-Max Normalizationسازی از تابع است. برای نرمال

-های موجود بین صفر و یک تنظیم میاستفاده شده که داده

 Adamساز سازی از تابع بهینهگردند. در ادامه برای بهینه

سه نتایج استفاده شده است. برای ارزیابی مدل و مقای
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های یادگیری عمیق از میانگین مربعات خطا الگوریتم

(MSE( جذر میانگین مربعات خطا ،)RMSE)   و ضریب

مطابق  هاآن( استفاده شده است که روابط 2Rتعیین )

 باشد. می 8و  7، 6معادلات 

MSE =
1

n
∑ (Zmesured − Zpredict)2n

i=1               (6)  

RMSE = √MSE                                (7) 

R2 = 1 −
∑ (Zmesured−Zpredict)

2n
i=1

∑ (Zmesured−Zaverage)
2n

i=1

= 1 −
MSE

σ2    (8) 

  نتایج و بحث

 در این مقاله نتایج دو الگوریتم یادگیری عمیق شامل

LSTM+MLP وCNN+LSTM  مورد بررسی قرار گرفتند

های آموزش، تست و داده برای داده 2Rو  RMSE, MSE و 

 نیتخم جهت مقاله نیا درکور محاسبه گردیده است. 

ی مدول یانگ و واقع داده از کینامیدشاخص شکنندگی 

 DSIی حاصل از لاگ برش موج سرعت نسبت پواسون که از

 اکثر در نکهیا به توجه با. است شده استفاده دست آمده،به

 شده یسع باشدینم دسترس در یبرش موج سرعت هاچاه

 از استفاده با و یبرش موج سرعت لاگ از استفاده بدون است

 جهت. شود زده نیتخم پارامتر نیا یمعمول هایلاگ

 شاخص شکنندگی هاتمیالگور یخروج جینتا یاعتبارسنج

مدول یانگ و نسبت پواسون حاصل  از استفاده با هک یواقع

 بادست آمده است هب DSIلاگ  یواقع از سرعت موج برشی

 شده، زده نیتخم یمعمول هایلاگ از که شاخص شکنندگی

پارامترهایی که برای دو الگوریتم یادگیری  .است شده سهیمقا

-، به شرح زیر می2عمیق استفاده شده است مطابق جدول 

 باشد:

 های یادگیری عمیق. پارامترهای مشترک مربوط به الگوریتم2جدول

Table 2. parameters related to deep learning algorithms 
هالایه تعدادِ سایر توضیحات سازتابع بهینه   پارامتر اندازه دسته نرخ یادگیری تکرار 

 

 الگوریتم

 و  LSTMدولایه اول مربوط به 

 MLPدو لایه دوم مربوط به 

 :LSTMهای لایه

 Dropout=0.1گره و  100لایه پنهان اول: 

 Dropout=0.1گره و  200لایه پنهان دوم: 

 :MLPهای لایه

 گره  100لایه پنهان اول: 

 گره 200لایه پنهان دوم:  
Activation function=Relu 

4 Adam 100 0.0001 512 LSTM+MLP 

 و CNNدولایه اول مربوط به 

 LSTMدو لایه دوم مربوط به  

 :CNNهای لایه

 و 128تعداد فیلترهای لایه اول: 

 256ه دوم: تعداد فیلترهای لای 
Kernel size=3, Padding= same 

Activation function=Relu, 

Strides=2 

 :LSTMهای لایه

 Dropout=0.2گره و  100لایه پنهان اول: 

 Dropout=0.3گره و  200لایه پنهان دوم: 

4 Adam 100 0.0001 512 CNN+LSTM 
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های آموزش جهت برای داده 2Rو  MSE ،RMSE، 3جدول 

های بینی شاخص شکنندگی با استفاده از الگوریتمپیش

و  MSE، خطای 8یادگیری عمیق نمایش داده است. شکل 

validation ها نمایش داده است. را برای هر کدام از الگوریتم

ب(، -8، شکل )LSTM+MLPالف(، الگوریتم -8شکل )

، شاخص شکنندگی ۹. شکل CNN+LSTMالگوریتم 

و تخمین زده شده با استفاده از  گیری شدهدینامیکی اندازه

-برای داده CNN+LSTMو  LSTM+MLPهای الگوریتم

الف(، شاخص -۹های آموزش را نشان داده است. شکل )

بینی شده با استفاده از الگوریتم شکنندگی پیش

LSTM+MLP ب(، -۹های آموزش، شکل )برای داده

بینی شاخص شکنندگی با استفاده از الگوریتم پیش

CNN+LSTM دهد. نمودار مشکی رنگ را نشان می

گیری شده داده آموزش(، نمودار )شاخص شکنندگی اندازه

بینی شده داده آموزش( قرمز رنگ )شاخص شکنندگی پیش

های سمت چپ قسمت )الف( و )ب( است. همچنین شکل

شده  گیریاندازهتفکیک شده نمودارهای شاخص شکنندگی 

( 8های )با توجه به شکل دهد.بینی شده را نشان میو پیش

MSELSTM+MLP(، 3( و جدول )۹و ) =

0.0048, MSECNN+LSTM = 0.0191 ،

RMSELSTM+MLP = 0.0693, RMSECNN+LSTM =

RLSTM+MLPو 0.1384 
2 = 0.9999, RCNN+LSTM

2 =

های دست آمده است. نتایج حاصل از داده به 0.9998

یین بالا برای هر دو آموزش بیانگر خطای پایین و ضریب تع

 باشد.  الگوریتم ارائه شده می

 

های آموزش جهت تخمین شاخص شکنندگی. محاسبه خطاها و ضریب تعیین داده3جدول   

Table 3. BI Prediction errors and accuracy for train data records 

Deep Learning models MSE RMSE R2 

LSTM+MLP 0.0048 0.0693 0.9999 

CNN+LSTM 0.0191 0.1384 0.9998 
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 برای داده آموزش ارائه شده. دو الگوریتما )نمودار قرمز رنگ( ب validation)نمودار مشکی رنگ( و خطای  MSEنمایش خطای  .8شکل 

 CNN+LSTM)ب(، الگوریتم . LSTM+MLP)الف(، الگوریتم 

Fig. 8. display the MSE (black log) and validation MES (red log) with two algorithms for train data (a), 

LSTM+MLP algorithm. (b), CNN+LSTM algorithm 
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 های آموزش. )الف(، با استفاده از الگوریتمهای یادگیری عمیق برای دادهتخمین شاخص شکنندگی با استفاده از الگوریتم .۹شکل 

LSTM+MLP . ب(، با استفاده از الگوریتم(CNN+LSTM .گیری شده داده آموزش(، نمودار نمودار مشکی رنگ )شاخص شکنندگی اندازه

 بینی شده داده آموزش(.قرمز رنگ )شاخص شکنندگی پیش

Fig. 9. Display of BI predict using deep learning algorithms for train data. (a) BI prediction for train data using 

LSTM+MLP algorithm, (b) BI prediction using CNN+LSTM algorithm. Black log (BI measured for training data 

(org_train)), red log (BI predicted for training data (pred_train)). 
های تست اعمال های ارائه شده بر روی دادهدر ادامه الگوریتم

های دهبرای دا 2Rو  MSE ،RMSE، 4جدول گردیده است. 

بینی شاخص شکنندگی با استفاده از تست جهت پیش

، 10های یادگیری عمیق نمایش داده است. شکل الگوریتم

گیری شده و تخمین زده شاخص شکنندگی دینامیکی اندازه

و  LSTM+MLPهای شده با استفاده از الگوریتم

CNN+LSTM های تست را نشان داده است. برای داده

بینی شده با شکنندگی پیش الف(، شاخص-10شکل )

های تست، برای داده LSTM+MLPاستفاده از الگوریتم 

بینی شاخص شکنندگی با استفاده از ب(، پیش-10شکل )

دهد. نمودار آبی رنگ را نشان می CNN+LSTMالگوریتم 

گیری شده داده تست(، نمودار سبز )شاخص شکنندگی اندازه

 ه تست( است.بینی شده دادرنگ )شاخص شکنندگی پیش

های سمت چپ قسمت )الف( و )ب( تفکیک همچنین شکل

-شده و پیش گیریاندازهشده نمودارهای شاخص شکنندگی 

 :10و شکل  4دهد. با توجه به جدول بینی شده را نشان می
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MSELSTM+MLP = 0.2201, MSECNN+LSTM = 0.1802 ،

𝑅MSELSTM+MLP = 0.4692, RMSECNN+LSTM =

RLSTM+MLPو  0.4253
2 = 0.9971, RCNN+LSTM

2 =

 تست هایحاصل از داده جنتای. است آمده دستبه 0.9976

 تمیهر دو الگور یبالا برا نییتع بیو ضر نییپا یخطا انگریب

 .باشدیارائه شده م

های تست جهت تخمین شاخص شکنندگی. محاسبه خطاها و ضریب تعیین داده4جدول   

Table 4. BI Prediction errors and accuracy for test data records 

Deep Learning models MSE RMSE R2 

LSTM+MLP 0.2201 0.4692 0.9971 

CNN+LSTM 0.1802 0.4253 0.9976 

 

 

تم های تست. )الف(، با استفاده از الگوریهای یادگیری عمیق برای دادهتخمین شاخص شکنندگی با استفاده از الگوریتم .10شکل 

LSTM+MLP ب(، با استفاده از الگوریتم( .CNN+LSTM .گیری شده داده تست(، نمودار سبز نمودار آبی رنگ )شاخص شکنندگی اندازه

 بینی شده داده تست(.رنگ )شاخص شکنندگی پیش

Fig. 10. Display of BI predict using deep learning algorithms for test data. (a) BI prediction for test data using 

LSTM+MLP algorithm, (b) BI prediction using CNN+LSTM algorithm. Blue log (BI measured for test data 

(org_test)), red log (BI predicted for test data (pred_test)). 
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گیری شده و ، شاخص شکنندگی دینامیکی اندازه11شکل 

 LSTM+MLPهای از الگوریتم تخمین زده شده با استفاده

های آموزش و تست را نشان برای داده CNN+LSTMو 

بینی الف(، شاخص شکنندگی پیش-11داده است. شکل )

های برای داده LSTM+MLPشده با استفاده از الگوریتم 

بینی شاخص ب(، پیش-11آموزش و تست، شکل )

را برای  CNN+LSTMشکنندگی با استفاده از الگوریتم 

دهد. نمودار مشکی رنگ های آموزش و تست نشان میدهدا

گیری شده داده آموزش(، نمودار )شاخص شکنندگی اندازه

بینی شده داده آموزش(، قرمز رنگ )شاخص شکنندگی پیش

گیری شده داده نمودار آبی رنگ )شاخص شکنندگی اندازه

بینی شده تست( و نمودار سبز رنگ )شاخص شکنندگی پیش

های سمت چپ قسمت همچنین شکل است.داده تست( 

)الف( و )ب( تفکیک شده نمودارهای شاخص شکنندگی 

 دهد.بینی شده را نشان میشده و پیش گیریاندازه

 

 
های آموزش و تست. )الف(، با استفاده از الگوریتم های یادگیری عمیق برای دادهتخمین شاخص شکنندگی با استفاده از الگوریتم .11شکل 

LSTM+MLP .ب(، با استفاده از الگوریتم( CNN+LSTM .گیری شده داده آموزش(، نمودار نمودار مشکی رنگ )شاخص شکنندگی اندازه

گیری شده داده تست( و نمودار سبز بینی شده داده آموزش(، نمودار آبی رنگ )شاخص شکنندگی اندازهقرمز رنگ )شاخص شکنندگی پیش

 ده داده تست(.بینی شرنگ )شاخص شکنندگی پیش

Fig. 11. Display of BI predict using deep learning algorithms for train and test data. (a) BI prediction for train and 

test data using LSTM+MLP algorithm, (b) BI prediction using CNN+LSTM. black log (BI measured for training 

(org_train)), red log (BI predicted for training data(pred_train)), blue log (BI measured for test data (org_test)), 

green log (BI predicted for test data (pred_test)). 
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،  الگوریتم 4و  3و جدول  11تا  8های با توجه به شکل

LSTM+MLP   وCNN+LSTM های آموزش برای داده

تست دارای خطای بسیار کم و دقت بسیار بالایی  هایو داده

 باشند.می

ها از ابتدا ها بخشی از دادهجهت اطمینان از نتایج الگوریتم

به عنوان داده کور کنار گذاشته شد که در نهایت جهت 

تخمین شاخص شکنندگی به الگوریتم داده شود و شاخص 

 گیریبینی شده با شاخص شکنندگی اندازهشکنندگی پیش

، MSEشده مقایسه شود. جهت ارزیابی نتایج از پارامترهای 

RMSE  2وR  5استفاده شده است. جدول ،MSE ،RMSE 

بینی شاخص شکنندگی های کور جهت پیشبرای داده 2Rو 

 LSTM+MLPهای یادگیری عمیق )با استفاده از الگوریتم

، مقایسه 12( نمایش داده است. شکل CNN+LSTMو 

-بینی شده دادهگیری شده و پیشدازهشاخص شکنندگی ان

و  LSTM+MLPهای های کور با استفاده از الگوریتم

CNN+LSTM ( شاخص -12نشان داده است. شکل ،)الف

بینی شده با استفاده از الگوریتم شکنندگی پیش

LSTM+MLP ب(، پیش-12های کور، شکل )برای داده-

بینی شاخص شکنندگی با استفاده از الگوریتم 

CNN+LSTM باشد. نمودار مشکی رنگ شاخص می

های کور و نمودار گیری شده مربوط به دادهشکنندگی اندازه

-بینی شده میقرمز رنگ مربوط به شاخص شکنندگی پیش

های سمت چپ قسمت )الف( و )ب( همچنین شکلباشد. 

شده  گیریاندازهتفکیک شده نمودارهای شاخص شکنندگی 

، ضریب تعیین 13شکل دهد. بینی شده را نشان میو پیش

-بینی شده دادهگیری شده و پیششاخص شکنندگی اندازه

و  LSTM+MLPهای های کور با استفاده از الگوریتم

CNN+LSTM ( ضریب -13نشان داده است. شکل ،)الف

بینی شده با استفاده از تعیین شاخص شکنندگی پیش

-13های کور، شکل )برای داده LSTM+MLPالگوریتم 

بینی شده با ، ضریب تعیین شاخص شکنندگی پیشب(

با توجه به باشد. می CNN+LSTMاستفاده از الگوریتم 

MSELSTM+MLP، 13و  12های و شکل 5جدول  =

32.0751, MSECNN+LSTM = 26.0425 ،

RMSELSTM+MLP = 5.6635, RMSECNN+LSTM =

RLSTM+MLPو  5.1031
2 = 0.7615, RCNN+LSTM

2 =

 هایشکلو  5جدول با توجه به . است آمده دستبه 0.8064

نسبت به الگوریتم  LSTM+MLP، الگوریتم  13و  12

CNN+LSTM های کور دارای خطای بیشتر و برای داده

 باشد.دقت کمتری می

بینی شاخص شکنندگیهای کور جهت پیش. محاسبه خطاها و ضریب تعیین داده5جدول   
Table 5. BI Prediction errors and accuracy for blind data records 

Deep Learning models MSE RMSE R2 

LSTM+MLP 32.0751 5.6635 0.7615 

CNN+LSTM 26.0425 5.1031 0.8064 
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وریتم های کور. )الف(، با استفاده از الگهای یادگیری عمیق برای دادهتخمین شاخص شکنندگی با استفاده از الگوریتم .12شکل 

LSTM+MLP . ب(، با استفاده از الگوریتم(CNN+LSTM .گیری شده داده کور(، نمودار نمودار مشکی رنگ )شاخص شکنندگی اندازه

 بینی شده داده کور(قرمز رنگ )شاخص شکنندگی پیش

Fig. 12. Display of BI predict using deep learning algorithms for blind data. (a) BI prediction with LSTM+MLP 

algorithm, (b) BI prediction with CNN+LSTM algorithm. Black log (BI measured for blind data), red log (BI 

predicted for blind data) 
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های الگوریتمهای کور با استفاده از بینی شده دادهگیری شده و شاخص شکنندگی پیش. ضریب تعیین شاخص شکنندگی اندازه13شکل 

 CNN+LSTM)ب(، با استفاده از الگوریتم . LSTM+MLP یادگیری عمیق. )الف(، با استفاده از الگوریتم

Fig. 13. Display of coefficient of determination of blind data for BI measured and BI predicted with deep learning 

algorithms. (a) R2 with LSTM+MLP algorithm, (b) R2 with CNN+LSTM algorithm 

یادگیری عمیق جهت  مقایسه نتایج حاصل از دو الگوریتم

های متداول، بینی شاخص شکنندگی با استفاده از لاگپیش

های آموزش و تست مقادیر خطا هد که برای دادهدنشان می

های کور گرچه نتایج دو نزدیک به هم بوده و در داده تقریباً

مناسب است اما مقایسه نتایج حاصل از  نسبتروش 

های کور های روش یادگیری عمیق برای دادهالگوریتم

نسبت به  CNN+LSTM حکایت از برتری الگوریتم

دارد و خطای بالاتر و دقت کمتری  LSTM+MLPالگوریتم 

نسبت به الگوریتم دیگر به  LSTM+MLPدر الگوریتم 

توان یج این مطالعه میدست آمده است. پس با توجه به نتا

های مطرح شده به عنوان روش یادگیری عمیق و الگوریتم

بینی شاخص شکنندگی با استفاده روشی جدید جهت پیش

 های متداول را به کار گرفت.   از لاگ

 گیرینتیجه

ای که امروزه شاخص شکنندگی در با توجه به جایگاه ویژه

ین مقاله تلاش شده مطالعات ژئومکانیکی پیدا کرده است در ا

های هوشمند، است با استفاده از الگوریتم جدیدی از روش

بینی گردد. در این مطالعه از یادگیری عمیق این پارامتر پیش

برای  CNN+LSTMو  LSTM+MLPهای و الگوریتم

های موجود در یکی تخمین شاخص شکنندگی در یکی از چاه

ت. جهت اعمال از میادین جنوب غرب ایران استفاده شده اس

بر  مؤثرهای ها نیاز هست که ابتدا ویژگیالگوریتم روی داده
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های مناسب جهت شاخص شکنندگی تعیین شوند که ویژگی

ها با استفاده از ضریب همبستگی های این الگوریتمورودی

-لاگهای موجود، پیرسون تعیین شد و از بین داده لاگ

گی دارای بیشترین همبست Vp, RHOB, NEUTهای

ها انتخاب شدند. در ادامه عنوان ورودی الگوریتمبودند و به

بر روی  CNN+LSTMو  LSTM+MLPهای الگوریتم

که برای های کور اعمال شد های آموزش، تست و دادهداده

 MLPو دو لایه  LSTMدو لایه  LSTM+MLPالگوریتم 

و دو لایه  CNNدو لایه  CNN+LSTMبرای الگوریتم و 

LSTM هاجهت ارزیابی نتایج مدل ده است.اعمال ش 

(، جذر میانگین مربعات خطا MSEمیانگین مربعات خطا )

(RMSE)  ( 2و ضریب تعیینR محاسبه گردید. مقایسه )

دهنده آن است دست آمده از این دو الگوریتم نشاننتایج به

های آموزش و تست نتایج خوبی که هر دو الگوریتم برای داده

مقدار های کور ای دادهحاصل شده است و بر

MSECNN+LSTM = 26.0425, MSELSTM+MLP =

RMSECNN+LSTM و 32.0751 = 5.1035,

RMSELSTM+MLP = RCNN+LSTM و 5.6635
2 = 0.8064,

RLSTM+MLP
2 = دست آمد که نتایج بیانگر به  0.7615

نسبت به الگوریتم  CNN+LSTM الگوریتمکارآیی بیشتر 

LSTM+MLP باشدمیبینی شاخص شکنندگی ای پیشبر .

های ارائه شده توان روش یادگیری عمیق و الگوریتمپس می

عنوان روشی جدید جهت تخمین شاخص شکنندگی با را به

 های متداول معرفی کرد.استفاده از لاگ
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